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Resumen— Los compiladores modernos presentan
un gran número de opciones de compilación que pue-
den alterar las caracteŕısticas de los programas compi-
lados. La selección de las opciones más ventajosas para
mejorar un cierto objetivo (p.e. tiempo de ejecución,
tamaño de código, uso de memoria caché, etc) requie-
re un conocimiento profundo de la arquitectura sub-
yacente y del funcionamiento del compilador. En este
trabajo se propone un algoritmo para la generación
automática de los parámetros óptimos de compilación
basado en algoritmos genéticos y el Modelo de Islas
bajo una implementación paralela basada en MPI. El
algoritmo es independiente del compilador, fácilmen-
te escalable sobre un sistema multicomputador y so-
porta la optimización simultánea de varios objetivos
contrapuestos gracias al uso del algoritmo NSGA-II.
Como caso de estudio se utilizó el servidor web Apa-
che, obteniéndose mejoras en el rendimiento de hasta
un 10 %.

Palabras clave— Ajuste de la compilación, optimi-
zación multi-objetivo, NSGA II, algoritmo genético,
Apache.

I. Introducción

Actualmente, los compiladores ofrecen una gran
cantidad de caracteŕısticas de optimización. Sin em-
bargo, esta capacidad nunca se explota completa-
mente porque se necesita un conocimiento profun-
do de la arquitectura subyacente, la aplicación ob-
jetivo y el funcionamiento del compilador. La selec-
ción de las opciones más convenientes para mejorar
un objetivo espećıfico (p. ej. tiempo de ejecución,
tamaño de código, fallos de caché, etc.) representa
una tarea de enorme complejidad puesto que exis-
ten dependencias entre dichos objetivos que no pue-
den ser previstas por adelantado. Lo compiladores
modernos más usados como GCC [1], CLang [2] o
ICC [3], proporcionan un gran conjunto de opcio-
nes de compilación que pueden modificar las carac-
teŕısticas del programa compilado. Muchas de estas
opciones, además, soportan diferentes modificadores,
lo que eleva el número de posibilidades a la hora de
compilar una aplicación y, en consecuencia, complica
el proceso de selección de opciones. Además, ciertas
combinaciones de opciones pueden disminuir el ren-
dimiento o incluso cambiar los resultados de ejecu-
ción (por ejemplo, vectorizar código podŕıa relajar la
precisión de las operaciones en punto flotante). Con
miles de posibilidades a considerar, la obtención de
una combinación óptima de opciones mediante una
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Universidad de Alicante. {sergio,amartinez}@dtic.ua.es
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aproximación por fuerza bruta es inviable. Se hace
por ello necesario utilizar una alternativa que, si bien
no llegue a obtener la mejor solución, permita gene-
rar soluciones suficientemente buenas en un peŕıodo
de tiempo asumible. En este trabajo se utiliza una
estrategia de optimización multi-objetivo, basada en
un Algoritmo Genético, que permite una exploración
eficiente del espacio de soluciones.

Nuestra solución considera el compilador como un
caja negra en la que no se sabe nada acerca del fun-
cionamiento interno. Este enfoque ya fue estudiado
con anterioridad por Pinkers et al. [4], que basaron
su trabajo en vectores ortogonales, tratando de in-
ferir los efectos de cada opción de compilación en el
rendimiento de la aplicación. ACOVEA [5] usa un Al-
goritmo Genético mono-objetivo para encontrar las
mejores opciones para compilar programas utilizan-
do GCC. Guy Bashkansky y Yaakov Yaari [6] propu-
sieron un entorno (ESTO) que obteńıa compilaciones
subóptimas utilizando también un Algoritmo Genéti-
co. Todos los sistemas mencionados consideraban tan
sólo el tiempo de ejecución como objetivo. Dentro de
este contexto, la principal contribución de nuestra
estrategia es el uso de un esquema de optimización
multi-objetivo en el motor de búsqueda.

La mejora en el rendimiento de una aplicación pue-
de caracterizarse a través de diversos criterios técni-
cos y restricciones de diseño que deben ser satisfechas
simultáneamente y optimizadas en la medida de lo
posible (p. ej. consumo de enerǵıa y rendimiento en
sistemas empotrados). Ocasionalmente, estos crite-
rios pueden ser contradictorios y resultar en un em-
peoramiento mutuo. Los problemas de optimización
multi-objetivo (MOO) consisten en buscar un con-
junto de soluciones óptimas para una serie de crite-
rios contrapuestos. Aunque la combinación de esque-
mas de optimización multi-objetivo con Algoritmos
Genéticos ha sido ampliamente estudiada con ante-
rioridad [7] [8], todav́ıa no se ha aplicado al problema
aqúı presentado. En nuestra propuesta, el algoritmo
NSGA II [9] ha sido el utilizado para manejar la op-
timización multi-objetivo.

Como se verá más adelante, este algoritmo pue-
de llegar a ser muy costoso computacionalmente por
lo que también se propone el uso de una arquitec-
tura paralela basada en el modelo de islas [10] para
aprovechar el rendimiento que puede ofrecer un sis-
tema multi-computador en este tipo de algoritmos.
Este modelo también puede reducir el efecto de los
mı́nimos locales en la búsqueda de proceso [11] [12].



El resto del art́ıculo está estructurado como sigue.
En la siguiente sección se expondrán algunas conside-
raciones acerca del problema que se está resolviendo.
La implementación del sistema propuesto se detalla
en la sección 3. En la sección 4 se describe el caso de
estudio experimental. Por último, en la sección 5 se
muestran las conclusiones obtenidas.

II. Consideraciones sobre optimización a
través de la compilación

El rendimiento de los microprocesadores actuales,
con sus complejos pipelines y caché de datos e ins-
trucciones integradas, es altamente dependiente del
compilador y su habilidad para estructurar el código
de forma óptima. Obtener la estructura y el schedu-
ling más apropiado es una tarea compleja y espećıfi-
ca de cada arquitectura, lo que lleva a diferencias en
rendimiento dependiendo de la técnica de optimiza-
ción empleada. Esta tarea se lleva a cabo de forma
extrema en arquitecturas VLIW (Very Long Instruc-
tion Word) y EPIC (Explicitly Parallel Instruction
Computing) como Itanium o Itanium 2. Estos mi-
croprocesadores delegan la planificación de las ins-
trucciones al compilador para reducir la complejidad
y liberar espacio en el circuito. En estos casos, el
compilador debe determinar de forma estad́ıstica la
estructura y explotar la arquitectura paralela para
optimizar el rendimiento [13].

Añadido a lo anterior se debe tener en cuenta que
las opciones de optimización de los compiladores mo-
dernos no funcionan de forma atómica, es decir, su
influencia vaŕıa en función de otros modificadores.
Debido a este hecho, la tarea de ajustar la compila-
ción para sacar el máximo partido al sistema tiene
una enorme complejidad, incluso con un conocimien-
to total del proceso. Aunque algunos compiladores
incluyen niveles de optimización predefinidos (p. ej.
GCC con -Ofast, -O2, etc.), en la mayoŕıa de las
aplicaciones éstos están lejos del óptimo, especial-
mente si se trabaja en diferentes contextos (compu-
tación de escritorio, servidores, sistemas empotrados,
etc.).

Además, el uso de algunas técnicas de optimiza-
ción puede producir efectos adversos. Por ejemplo,
el inlining de funciones puede hacer que un progra-
ma se ejecute más rápido evitando el coste tempo-
ral de la llamada a rutinas. Sin embargo, el sobre-
uso de este efecto puede producir un programa muy
largo, lo que afectaŕıa directamente a los fallos de
caché de instrucciones y, por tanto, al rendimiento
final [14]. Debido a todas estas circunstancias, se pro-
pone la combinación de un algoritmo multi-objetivo,
que permita optimizar la búsqueda de objetivos con-
trapuestos, con un algoritmo genético, que agilice la
exploración del espacio de búsqueda.

III. Estrategia paralela de optimización
multi-objetivo para el ajuste de la

compilación

Como se ha explicado anteriormente, el problema
no puede ser resuelto explorando todo el espacio de

soluciones. Por ello, en este trabajo se propone la
utilización de un Algoritmo Genético como motor de
búsqueda. Los Algoritmos Genéticos (GA) son una
técnica de búsqueda estocástica que se inspira en la
teoŕıa de la evolución y que pertenece al grupo de
técnicas conocidas como Algoritmos Evolutivos. Es-
tas técnicas se basan en imitar los procesos evolutivos
como la selección natural, el cruce de genes y la mu-
tación. Los GAs operan con un conjunto de indivi-
duos donde cada uno de ellos representa una posible
solución al problema. Cada individuo está codifica-
do por su cromosoma, compuesto por una serie de
genes que representan partes de la solución del pro-
blema. Estos individuos se inicializan aleatoriamente
y se van obteniendo mejores soluciones a través de
los operadores de cruce y mutación. Posteriormente,
los individuos son evaluados y selecciones de forma
que sólo aquellos que representan las mejores solucio-
nes pueden sobrevivir. Al final del proceso, se puede
extraer un conjunto de soluciones de la población su-
perviviente.

Para el problema aqúı presentado, las mejores so-
luciones serán aquellas que más optimizan la aplica-
ción objetivo a través del proceso de compilación. La
optimización durante la compilación consiste en el
ajuste de las opciones del compilador de forma que
se puedan modificar y mejorar ciertas caracteŕısti-
cas del programa sin alterar los resultados, es decir,
manteniendo la correctitud de la aplicación. Normal-
mente, el criterio más común es la reducción conjun-
ta del tiempo de ejecución y el tamaño de código.
No obstante, muchas de las opciones de compilación
reducen el tiempo de ejecución incrementando el ta-
maño de código, y viceversa. Por tanto, encontrar
el equilibrio adecuado entre las distintas posibilida-
des no es una tarea sencilla. Además, estos no son
los únicos criterios conflictivos que podŕıan ser teni-
dos en cuenta, especialmente si el ámbito del proble-
ma no es la computación con máquinas de propósito
general. Por ejemplo, en sistemas empotrados exis-
ten otros factores importantes como el consumo de
enerǵıa, la seguridad o la tolerancia a fallos. En es-
tas situaciones, cuando la evaluación de la calidad
de una solución no está clara, deben adoptarse dife-
rentes aproximaciones. En este trabajo, se propone
adoptar una estrategia que utilice un esquema de op-
timización multi-objetivo.

En las siguientes subsecciones se describen los de-
talles de implementación de la estrategia propuesta.

A. Algoritmo Genético

En nuestra aproximación, cada individuo represen-
ta una posible compilación y cada gen codifica el va-
lor de una única opción de compilación (Figura 1). La
población se inicializa aleatoriamente, aunque tam-
bién se permite especificar individuos iniciales para
aprovechar conocimiento previo.

El proceso consiste en cinco etapas (Figura 2). En
la etapa de inicialización, se crea una nueva población
a través de la especificación de las opciones del com-
pilador. En la etapa de selección, se controla el ta-
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maño de la población eliminando los individuos adi-
cionales. Posteriormente se crean nuevos individuos a
través del operador de cruce. Este operador consiste
en tomar dos individuos y crear uno nuevo escogien-
do uniformemente genes de uno y de otro. En la eta-
pa de mutación, sólo tres cuartos de la población son
mutados para conservar las mejores soluciones. Pa-
ra cada gen, este proceso decide si modificar el valor
asociado utilizando una probabilidad baja. Por últi-
mo, en la etapa de evaluación cada individuo compila
la aplicación objetivo utilizando la codificación de los
genes y evalúa el conjunto de criterios especificado.
Al final de esta etapa se ordena la población utilizan-
do el algoritmo MOO, que se explicará en la sección
siguiente.

Estas últimas cuatro etapas se repiten hasta que
el algoritmo alcanza una condición de parada (p. ej.
número de iteraciones). Al final, la salida del algorit-
mo estará formada por el conjunto de compilaciones
superviviente.

A.1 Esquema multi-objetivo

En los últimos años se han propuesto diferentes
métodos para resolver problemas multi-objetivo. Es-
tos métodos se pueden clasificar en dos grupos: los
primero son algoritmos relativamente simples basa-
dos en el frente de Pareto (NSGA [15], NPGA [16],
VEGA [17] and MOGA [18]), que ya han cáıdo en
desuso, y un segundo grupo formado por algorit-
mos elitistas que enfatizan la eficiencia computacio-
nal (SPEA [19], SPEA2 [20], NSGA II [9], MOGLS
[21], PESA [22], PESA II [23]). En la actualidad, NS-
GA II (Nondominated Sorting Genetic Algorithm II)
es reconocido como uno de los algoritmos más exito-
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Fig. 3. Selección de población usando NSGA II

sos para este fin.
El esquema NSGA II consiste en clasificar los indi-

viduos en frentes de Pareto no-dominados. Los indi-
viduos clasificados en el primer frente (F1) son aque-
llos que no están dominados. Los individuos que per-
tenecen al segundo frente (F2) son aquellos que son
no-dominados en ausencia de los del primer frente, y
aśı, sucesivamente. Se dice que una solución Xi do-
mina otra Xj si la primera es mejor o igual que la
segunda en todos los criterios contemplados y estric-
tamente mejor en al menos uno de ellos. Un individuo
no-dominado, por tanto, es aquel que no es dominado
por ningún otro.

Una vez los frentes se han formado, los indivi-
duos deben ser ordenados de nuevo para mantener
un buen abanico de soluciones. NSGA II utiliza la
distancia de crowding, que estima el valor de diver-
sidad de una solución con respecto a la población
global. De esta forma, los individuos son evaluados
en base a su diversidad en la dimensión de cada ob-
jetivo. La distancia de crowding global dependerá de
la suma de los valores correspondientes para cada
objetivo.

Tras la ejecución del algoritmo, la población es-
tará primero ordenada por rangos de no-dominación
y dentro de cada uno, por la distancia de crowding
(Fig. 3).

B. Paralelización de la estrategia de optimización

En el sistema propuesto, la etapa de evaluación
consume la mayor parte del tiempo debido a que re-
quiere la ejecución o, al menos, la compilación, de la
aplicación objetivo. Afortunadamente, ya que cada
individuo puede ser evaluado de forma independien-
te, este problema presenta un gran nivel de parale-
lismo. Para poder aprovechar al máximo esta cuali-
dad, se utiliza un esquema de paralelización basado
en el modelo de islas. Este modelo considera diferen-
tes poblaciones e itera simultáneamente sobre todas
ellas. Después de un cierto número de generaciones,
las poblaciones (o islas) intercambian sus mejores in-
dividuos en un proceso de migración. Por tanto, es-
te modelo también permite mejorar el algoritmo de
búsqueda ayudando a mantener la diversidad de so-
luciones. Esto permite evitar, en la medida de lo po-
sible, la probabilidad de que las poblaciones se paren
en un mı́nimo local.

El sistema propuesto implementa esta paraleliza-
ción mediante el uso de la libreŕıa de paso de men-
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sajes Message Passing Library (MPI) [24] y una es-
tructura de programación maestro-esclavo. Además
de los N procesos asociados a sus correspondientes
islas, el proceso maestro se utiliza para coordinar la
etapa de migración. Dada la sobrecarga de ejecución
que introduce este proceso de migración, se escogerán
sólo algunas de las islas en cada ejecución. Las islas se
escogen a pares donde una actúa como emisora y la
otra como receptora. El proceso maestro se encarga
de hacer esta elección y notificar el rol (emisor, recep-
tor or no actúa) a cada isla. El proceso emisor env́ıa
el 25 % de sus mejores individuos a la isla receptora,
que los incluye en su propia población. Las siguientes
etapas del algoritmo genético determinarán el valor
de fitness de estos nuevos individuos. El proceso de
migración se incluye como un nuevo paso al final del
bucle principal del algoritmo genético, por lo que no
modifica el funcionamiento interno explicado duran-
te esta sección. Por otra parte, cada isla posee a su
vez un conjunto de procesos de fitness (Figura 4).
Estos procesos reciben la codificación de individuos
y los evalúan para cada criterio especificado. De esta
forma se permite que cada isla pueda evaluar varios
individuos simultáneamente. Tras la evaluación, el
proceso de fitness devuelve los resultados obtenidos.

La isoeficiencia de este esquema de paralelización
se puede mantener fácilmente aumentando el número
de individuos a evaluar, tal como se mostró en [25].

IV. Caso de estudio: optimización del
servidor web Apache

En esta sección la estrategia propuesta se aplica
para optimizar el servidor web Apache, basándose
en las siguientes métricas de interés: número de cam-
bios de contexto (extráıdo de /proc/stat), fallos de
caché L2, throughput del servidor web y tiempo me-
dio por petición.

Los servidor web modernos como Apache consu-
men la mayor parte del tiempo de ejecución en la pila
de red (networking stack) del sistema operativo. Por
consiguiente, la pila de red tiene una gran influen-
cia en el rendimiento global. En estas aplicaciones,
el número de fallos de caché suele ser alto debido
al hecho de que la pila TCP/IP de Linux no cabe
en las caché L2 de tamaño convencional. Además,
si las páginas servidas contienen datos aleatorios -
dificultando los predictores de los microprocesadores-
, los fallos de caché L2 se incrementan aún más. Co-
mo la latencia de las DRAM suele ser superior a
cientos de ciclos de reloj, estos fallos de caché redu-
cen considerablemente el rendimiento del procesador.
Por tanto, todos los criterios mencionados deben ser
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Fig. 5. Escenario del caso de estudio Apache

tenidos en cuenta a la hora de evaluar el rendimiento
del servidor.

Para evaluar el rendimiento del servidor se ha uti-
lizado la herramienta Apache Benchmark (AB) [26].
Esta herramienta permite realizar test de carga con
diferente configuración y proporciona un amplio ran-
go de indicadores de rendimiento como el número de
peticiones procesadas por segundo o el troughput al-
canzando. Por otra parte, se usó OProfile [27] para
las mediciones de los fallos de caché. OProfile es una
herramienta de grano fino de perfilado de código que
consiste en un driver central, un daemon y varias he-
rramientas de reporte. Esta herramienta recoge datos
de los registros de conteo de rendimiento dentro de
intervalos de tiempo definido. A diferencia de otras
herramientas, OProfile puede perfilar el sistema al
completo sin necesidad de modificar la aplicación ob-
jetivo.

Para tener en cuenta el peor caso, es obligatorio
evitar los predictores de la CPU [28]. Por lo tanto, la
página servida se ha establecido como un script CGI
en Perl que genera números reales aleatorios. Este
test también permite tener más precisión en las me-
didas ya que minimiza el uso de los puertos E/S. Para
esta prueba se ha establecido el tamaño de página a
2KiB.

La configuración experimental está compuesto de
máquinas Intel Core 2 Duo 2.3GHz con 4 GiB de
RAM y un Realtek RTL8169 based gigabit network
interface controller (NIC), corriendo un Debian Li-
nux con 3.2.0-1-amd64 kernel, el compilador GCC
4.6.2 y el servidor web Apache en su versión 2.2.21. El
MTU (Maximum transmission unit) se configuró al
máximo permitido (7000) para optimizar el ancho de
banda.

La prueba consistió en la computación de 145 ite-
raciones y duró 6 d́ıas completos.

A. Resultados experimentales

Los resultados obtenidos por los individuos eva-
luados se han expresado con una nube de puntos
cercana al origen de coordenadas en ambos ejes. Los
datos se muestran en diferentes gráficos para cada
par de criterios. Se incluyen también los niveles de
optimización predefinidos en GCC (-O1, -O2, -O3)
para poder tener una mejor perspectiva de los resul-
tados obtenidos. También se marcan aquellos indivi-
duos que pertenecen al frente de Pareto (individuos
no-dominados).

Principalmente se puede observar que los resulta-
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dos se concentran en dos grupos a lo largo de todas
las gráficas. En la Figura 6 se muestra la nube de
puntos obtenida enfrentando el número de fallos de
caché L2 y el número de cambios de contexto. El
conjunto de soluciones que pertenecen al frente de
Pareto cuenta tanto con individuos con un número
pequeño de cambios de contexto y una gran cantidad
de fallos de caché L2 como individuos más balancea-
dos. También se puede apreciar una significativa re-
ducción de los fallos de caché comparando con los
niveles de optimización predefinidos.

La Figura 7 muestra las soluciones en términos de
troughput (KiB/s) y cambios de contexto. Similar al
gráfico anterior (Figura 6), existen dos grupos dife-
rentes, todav́ıa más compactos en este caso.

En la Figura 8, el eje de abscisas representa el
número de fallos en caché L2 mientras que el eje de
ordenadas muestra el troughput. Se puede observar
la relación entre estos dos criterios, ya que los indi-
viduos con mayor número de fallos de caché tienen
mucho menor troughput. No obstante, las opciones
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Fig. 9. Mejora obtenida respecto al caso base -O2

predefinidas de GCC muestran un buen troughput
a pesar de no tener los mejores resultados en fallos
de caché. Las soluciones que pertenecen al frente de
Pareto tienen un aumento marginal del troughput
aunque son significativamente mejores en términos
de caché.

Dado que el objetivo del caso de estudio es optimi-
zar de forma global el servidor web, en la Figura 9 se
muestra la media de la mejora obtenida por cada cri-
terio para los cinco mejores individuos. Esta media
puede verse como una medida de mejora conjunta. La
optimización predefinida -O2 se ha establecido como
linea base ya que es la que se activa por defecto en
las distribuciones convencionales de Apache.

Viendo las nubes de puntos se puede observar que
las opciones de optimización predefinidas no apor-
tan una mejora del rendimiento significativa. Como
se puede ver en las gráficas, las diferencias entre -O0

y -O2/-O3 son mı́nimas en el mejor de los casos. Los
resultados obtenidos por nuestra estrategia tampo-
co ofrecen una mejora notable para cada uno de los
criterios de forma aislada. No obstante, si se tiene
en cuenta la ganancia conseguida teniendo en cuenta
todos los criterios contemplados, el sistema es capaz
de ofrecer compilaciones que muestran una mejora
cercana al 10 %.



V. Conclusiones

En este trabajo se ha propuesto una estrategia pa-
ralelizable basada en un Algoritmo Genético para la
obtención de las opciones óptimas de compilación.
Además, esta estrategia se ha combinado con el uso
del algoritmo multi-objetivo NSGA II para permi-
tir una optimización de múltiples criterios al mismo
tiempo. En el caso de estudio aplicado, enfocado a
la optimización del servidor web Apache, se ha mos-
trado que existe un margen reducido de mejora con
respecto a cada uno de los criterios contemplados por
separado. No obstante, nuestra estrategia ha demos-
trado su habilidad para encontrar una mejora global
que ha sido capaz de obtener hasta un 10 % de ganan-
cia en la respuesta a peticiones de página de tamaño
2KiB.

Como próximo paso se pretende estudiar los efec-
tos que produce el aumento o la reducción del tamaño
de página en los resultados obtenidos. De cara a si-
guientes trabajos también se va a tratar de inferir la
incidencia de las opciones de compilación para cada
criterio contemplado. En este caso, seŕıa interesan-
te saber qué opción o combinación de opciones hace
que los individuos pertenecen a la mejor o peor nu-
be de puntos que se observan en los resultados. Otra
cuestión de estudio interesante seŕıa la de considerar
otras aplicaciones que no tienen una alta dependen-
cia de los recursos de red con el fin de comparar los
resultados. Esto también nos permitirá hacer un es-
tudio de la incidencia de las opciones de compilación
en función del tipo de aplicación, cuyos resultados
podŕıan ser utilizados en la estrategia como un co-
nocimiento a priori, permitiendo acelerar la conver-
gencia hacia soluciones óptimas.
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