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Resumen— El entorno de andlisis TIA proporciona
modelos precisos del rendimiento de aplicaciones pa-
ralelas mediante el uso de técnicas estadisticas basa-
das en seleccion de modelos. Este método selecciona
el mejor modelo entre un conjunto de candidatos pro-
porcionados por el usuario, y ofrece informacién adi-
cional para que el usuario haga una valoracién sub-
jetiva del modelo propuesto por el entorno. Uno de
los aspectos que condiciona la aplicabilidad del mo-
delado es el elevado tiempo necesario para encontrar
la solucién éptima debido a la alta dimensionalidad
del espacio de biisqueda. En este articulo se presenta
la aplicacién de un algoritmo genético para reducir el
tiempo de bisqueda cuando el conjunto de modelos
candidato es muy elevado. Los resultados demuestran
que con unos tiempos muy reducidos se consigue al-
canzar en muchos casos el modelo éptimo y en el resto
un modelo con una calidad préxima a la éptima.

Palabras clave— Modelos de rendimiento, selecciéon
de modelos, algoritmos genéticos, AIC.

I. INTRODUCCION

A gran demanda de recursos computacionales ha
motivado un cambio de paradigma en el desarro-
llo de los sistemas de computacién. El aumento de
la complejidad de los sistemas paralelos actuales ha
dotado al usuario final de una mayor capacidad de
computacién. El coste de este beneficio es una ma-
yor complejidad en el andlisis del rendimiento y la
evaluacién, tanto de las aplicaciones paralelas como
de los propios sistemas. El desarrollo de herramien-
tas de andlisis capaces de lidiar con esta compleji-
dad computacional es un aspecto fundamental para
el aprovechamiento de los recursos computacionales.
TIA (Tools for Instrumentacion and Analysis) |1
es un entorno para la generacién de modelos de rendi-
miento de aplicaciones paralelas que esta compuesto
de dos médulos independientes, uno de instrumenta-
cién y otro de andlisis. En el modulo de analisis se
realiza el procesamiento y seleccion de los datos obte-
nidos por la monitorizacién. Los datos resultantes del
paso anterior se ajustan a cada una de las férmulas
proporcionadas por el usuario, dando como resulta-
do final el modelo con el mejor indice de calidad en
cuanto al ajuste con los datos experimentales.

El proceso de generacién de modelos analiticos se
basa en la eliminacién progresiva de los términos de
la funcién inicial que presentan un mayor error re-
lativo en el ajuste de los datos monitorizados. Este
proceso se realiza hasta que todos los términos de
la funcién presenten un error relativo menor que el
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umbral establecido. El proceso se ha generalizado pa-
ra obtener el mejor modelo a partir de un conjunto
de funciones. Ese conjunto de funciones se define co-
mo todas las posibles combinaciones de términos que
pueden influir en el modelado. Dicho conjunto puede
ser de gran dimensionalidad, y constituye el principal
cuello de botella en su aplicacion préctica.

Es bien conocido que el problema de bisquedas en
un espacio de gran dimensionalidad puede ser abor-
dado de manera eficiente utilizando técnicas heuristi-
cas como algoritmos genéticos (GA) [2]. En este tra-
bajo se muestra la aplicacién de esta técnica para
mejorar el tiempo de ejecucion de la etapa de anali-
sis de datos de TIA.

La estructura de este articulo se describe a con-
tinuacién. En la seccién [[] se introduce el proceso
de obtencién de modelos estadisticos de rendimien-
to. El entorno de analisis en el que se ha implemen-
tado este proceso se muestra en la seccién En la
seccién se describe el algoritmo genético imple-
mentado en TTA para reducir el tiempo de ejecucion
de la obtencién del modelo. En la seccién [Vl se lleva a
cabo un caso de estudio donde se muestra la mejora
obtenida utilizando algoritmos genéticos en lugar de
la buiisqueda exhaustiva. Finalmente, se presentan las
principales conclusiones de este trabajo.

II. SELECCION DE MODELOS

Conceptualmente, los datos observados contienen
informaciéon que se puede expresar de una manera
compacta a través de un modelo analitico. El objeti-
vo ideal de la selecciéon de modelos es conseguir una
traslacién perfecta, uno a uno, de manera que no se
pierda informacién durante el proceso de generacion
del modelo. Este objetivo es imposible debido a que
el conjunto de datos siempre esta constituido por un
ndmero finito de elementos, que contienen una can-
tidad limitada de informacién. Teniendo en cuenta
esta dificultad, el objetivo real es obtener el modelo
que mejor se ajuste a los datos, esto es, el modelo que
pierda la menor cantidad de informacion posible.

El criterio de informacién de Akaike (An Informa-
tion Criterion, AIC) [3] proporciona un método sim-
ple y objetivo que selecciona el modelo mas adecuado
para caracterizar los datos experimentales. Este cri-
terio, que se enmarca en el campo de la teoria de la
informacion, se define como:

~

AIC = —2log(L()) + 2K (1)

donde log(£(f)) es el logaritmo de la méxima vero-
similitud, que permite determinar los valores de los
pardmetros libres de un modelo estadistico [4], y K es



el nimero de parametros libres del modelo. Esta ex-
presiéon proporciona una estimacién de la distancia
entre el modelo y el mecanismo que realmente ge-
nera los datos observados, que es desconocido y en
algunos casos imposible de caracterizar. Como la es-
timacién se hace en funcién de los datos experimen-
tales, esta distancia es siempre relativa y dependiente
del conjunto de datos experimentales. Por tanto, un
valor individual de AIC no es interpretable por si so-
lo, y los valores AIC sélo tienen sentido cuando se
realizan comparaciones utilizando los mismos datos
experimentales.

Aunque no justifica las bases tedricas en las que
se fundamenta, es posible hacer una interpretacion
heuristica de la expresion . Esta interpretacién
considera el primer término de esta ecuacién como
una medida de la calidad con la que el modelo se
ajusta a los datos experimentales, mientras que el se-
gundo seria una penalizacion que se incrementa con
la complejidad del modelo. Por ejemplo, supongamos
que, a partir de un conjunto de datos experimentales,
se calculan los valores AIC obtenidos para dos mo-
delos diferentes. El menor valor de AIC indica que
o bien el modelo se ajusta mejor a los datos expe-
rimentales o que es menos complejo, y, en realidad,
una combinacién de ambos factores. Por lo tanto,
este criterio ofrece un valor objetivo que, de mane-
ra relativa, cuantifica simultaneamente la precision y
sencillez del modelo.

Cuando el nimero de pardmetros (K) es muy ele-
vado en relacién con el tamano de la muestra (n) los
resultados que proporciona AIC pueden no ser satis-
factorios. En estos casos se utiliza una aproximacion
de segundo orden:

2K (K +1)

AIC. = AIC + e

(2)
Cuando el cociente n/K es suficientemente grande,
ambos valores (AIC y AIC,.) son muy similares.

III. EL ENTORNO DE ANALISIS TIA

El entorno de andlisis TIA [1] consta de dos fa-
ses. En la primera, denominada fase de instrumenta-
cién, el usuario instrumenta el cédigo fuente de una
aplicacién y la informacion acerca del rendimiento,
obtenida durante la ejecucién de la aplicacién, es al-
macenada en ficheros XML. La segunda etapa, de-
nominada fase de andlisis, utiliza la informacién pro-
cedente de multiples ejecuciones instrumentadas pa-
ra generar un modelo analitico del rendimiento de la
aplicacién bajo estudio mediante analisis estadisticos
exhaustivos [5]. La primera fase (instrumentacion)
estd basada en la herramienta CALL [6], una herra-
mienta que permite al usuario interaccionar con el
c6digo y obtener métricas de rendimiento de aplica-
ciones paralelas. CALL es una herramienta modular
que, a través de drivers, coordina el manejo de he-
rramientas externas o de médulos desarrollados en la
propia herramienta. La instrumentacién del codigo
se implementa mediante el uso de pragmas, que per-
miten definir las zonas de interés del codigo, asi co-

mo las métricas que se emplearan en la caracteriza-
cién del rendimiento de la aplicacién. La informacion
de multiples ejecuciones del cédigo instrumentado se
utiliza en la segunda fase (andlisis) para obtener, me-
diante técnicas estadisticas, un modelo analitico del
tiempo de ejecucién de la aplicacion en funcion de las
métricas seleccionadas [5]. Esta segunda fase estd ba-
sada en R [7], un conocido y potente lenguaje y en-
torno para el andlisis estadistico.

El proceso de obtencion de modelos estadisticos
de aplicaciones paralelas implementado en la fase de
andlisis del entorno TTA estd basado en la seleccion
de modelos mediante AIC [§]. Este proceso realiza
un andalisis AIC sobre un conjunto finito de modelos
candidato, generados a partir de informacién sumi-
nistrada por el usuario. El resultado final es el mode-
lo que presente el AIC més bajo, asi como informa-
cién acerca del andlisis que permita al usuario hacer
una valoracién del resultado obtenido.

El conjunto de modelos candidato (MC) es el ele-
mento fundamental para garantizar la calidad del
proceso de seleccién AIC. La responsabilidad de es-
ta tarea recae inicialmente sobre el usuario, que de-
be proporcionar un conjunto de modelos adecuado.
En particular, se ha disenado un mecanismo de des-
cripcion para representar un conjunto de modelos
mediante una estructura de dos niveles. Esta des-
cripcién define un modelo global y considera como
elementos del conjunto de modelos todos los posi-
bles modelos anidados derivados del modelo global.
Los elementos constitutivos del nivel més interno del
anidamiento son las diferentes variables (métricas o
pardmetros) que a priori tienen influencia en el com-
portamiento del experimento. El nivel mas externo
del anidamiento estd formado por conjuntos disjun-
tos de estas variables.

Este agrupamiento de las variables permite defi-
nir, de manera implicita, una nueva lista de variables
derivadas formada por todos los posibles productos
(denominados términos) de variables pertenecientes
a diferentes conjuntos. En esta lista también se con-
sidera que cada grupo contiene implicitamente el ele-
mento identidad. El modelo global que define el con-
junto de modelos esta formado por la suma de todos
los términos, con sus correspondientes coeficientes.
Para una descripcién que genere N términos, el mo-
delo global tendra la siguiente estructura, que no re-
presenta mas que la combinacién lineal de todos los
términos considerados:

Mgiohal = Z CiTi,

donde T; representa el término i-ésimo y C; su co-
rrespondiente coeficiente de ponderacién. En cual-
quier caso, una vez definidos los diferentes conjun-
tos de variables primarias, la construccién del mo-
delo global, incluyendo la generacion de términos, es
automatica. En este proceso, el usuario inicamente
necesita determinar los conjuntos de variables prima-
rias. En un entorno R, esta estructura de conjuntos
se puede implementar mediante una lista de listas,
que denominamos Lista Inicial (LI), en la que cada

i=12....N (3)



lista interior contiene las variables asociadas a ca-
da conjunto. Para complementar este mecanismo, se
ha considerado una extensién que permite al usuario
contemplar otros términos aparte de los generados
automaticamente a partir de los grupos de variables
primarias.

Una vez determinado el conjunto de modelos can-
didatos, se realiza la seleccién de modelos con AIC.
En primer lugar, se ajustan todos los modelos a los
datos experimentales y se obtiene, para cada modelo,
una aproximacién de segundo orden de AIC [9]. El
modelo que presente un menor valor de AIC se pro-
pondré como mejor modelo. A partir de los valores
AIC de todos los modelos candidatos, se calculan los
pesos de Akaike (w!), pero también se proporciona
la importancia relativa de cada uno de los términos
considerados (w}'?). La importancia relativa de una
variable predictora j serd la suma de los pesos de
Akaike de todos los modelos que contengan j como
variable predictora. Con esta informacion, el usuario
tendra la capacidad de valorar si el modelo propues-
to es adecuado para caracterizar el comportamiento
de la aplicacién bajo estudio.

IV. ALGORITMO GENETICO PARA LA SELECCION
DE MODELOS

El método de seleccién de modelos implementa-
do en TIA realiza una busqueda exhaustiva sobre el
conjunto de modelos candidato. Aunque este meca-
nismo garantiza la obtenciéon del mejor modelo can-
didato (el que presente el menor valor AIC), el proce-
dimiento no es escalable porque el niimero de poten-
ciales modelos crece rapidamente con el ntimero de
métricas y parametros de rendimiento considerados
en la generacién del conjunto de modelos candida-
to. En particular, el tiempo de ejecucién del proceso
de busqueda exhaustiva crece de forma exponencial
con el tamano de la lista de términos (TL) generada
por TIA. Por lo tanto, es necesario el uso de me-
taheuristicas para que la busqueda bajo estas condi-
ciones pueda realizarse en un tiempo razonable.

En este trabajo se propone el uso de algoritmos
genéticos [2] para reducir el tiempo de ejecucién del
proceso de seleccién de modelos del entorno TIA. La
figura [T] muestra el pseudocédigo del AG implemen-
tado en la fase de andlisis de TIA.

El primer paso del AG es la generacién de una
poblacién inicial aleatoria de p individuos. En este
caso, cada individuo representard a un modelo can-
didato. Los modelos candidatos pueden ser caracte-
rizados por la presencia/ausencia de los diferentes
términos, por lo que se ha utilizado una codificacién
binaria de los individuos: cada bit de la representa-
cién estd asociado a un elemento de la lista TL, por
lo que la longitud de la cadena de bits coincide con
el nimero de elementos de esta lista. El siguiente pa-
so es la obtencién de los valores AIC de los modelos
representados en esta poblacién inicial.

A continuacién comienza el ciclo de selec-
cién/reproduccién. En primer lugar, se realiza una
seleccién mediante torneo binario para obtener los

padres de la proxima generacién de individuos. El
operador de cruce de un tnico punto ha sido usado
para generar la descendencia de los individuos selec-
cionados anteriormente. Se ha utilizado un modelo
generacional, por lo que se descartan los padres para
formar parte de la siguiente generacién. El operador
de mutacién modifica los individuos de esta nueva
generacién. Este operador niega el valor binario de,
como mucho, v bits de la codificacién de cada indivi-
duo. Para preservar la pérdida del mejor individuo de
cada generacién, se utiliza un esquema elitista en el
que el mejor individuo de cada generacién forma par-
te de la nueva generacion sin verse afectado por las
mutaciones. En este punto, la nueva generacion, for-
mada por p individuos, se convierte en la generaciéon
actual del AG. Finalmente, se evalia el valor AIC
de los individuos de la generacién actual, finalizando
el ciclo de seleccién/reproduccién del AG. Este ci-
clo se repite hasta que la poblacién actual alcanza la
condicion de terminacién. En ese momento, el indivi-
duo que presente el menor valor AIC es seleccionado
como el mejor modelo candidato.

La implementacién particular de este AG en el en-
torno TIA fue desarrollada para permitir al usuario
ajustar los pardametros del algoritmo. En particular,
el usuario debe seleccionar el tamano de la poblacién
(1), €l nimero méximo de mutaciones permitidas en
cada ciclo (v) y la condicién de terminacién. En esta
implementacion, la condiciéon de terminacién se acti-
va cuando el mejor individuo (el modelo que presenta
un menor AIC) ha permanecido en la poblacién du-
rante las Ultimas ¢ generaciones, es decir, cuando el
ciclo de seleccién /reproduccion es ejecutado ¢ veces
sin que se haya encontrado un modelo con un menor

AIC.

V. CASO DE ESTUDIO: HPL

El benchmark HPL (High Performance Linpack)
es una extension del benchmark LINPACK para re-
solver sistemas lineales densos de ecuaciones de orden
N en entornos paralelos distribuidos [10]. La distri-
bucién de la matriz de coeficientes entre los procesa-
dores garantiza la escalabilidad del programa, asi co-
mo un buen balanceo de la carga. La matriz, de ta-
mano N x (N+1), se distribuye en bloques de tamafo
NB x NB de forma ciclica, en ambas dimensiones,
en una malla bidimensional de P x () procesadores.

En anteriores trabajos [11], se ha obtenido el mo-
delo de rendimiento del benchmark dentro del en-
torno de andlisis TIA y se ha utilizado la siguiente
lista para iniciar el proceso de anélisis:

s (B ()

Esta lista inicial genera 16.777.216 modelos candida-
tos (224 — 1). Para cada uno de estos modelos se ha
obtenido el valor AIC correspondiente y finalmente,
de un modo absoluto, se ha seleccionado el modelo



BEGIN

END DO
END

Inicializacion: generacién poblacion inicial aleatoria
Evaluacién: obtencién de AIC de la poblacion inicial
REPEAT UNTIL ( condicién de terminacién ) DO
Seleccidn: seleccion de los padres de la siguiente generacién
Recombinacion: generacién de la descendencia
Mutacién: mutaciones en la descendencia
Evaluacién: obtencién de AIC de la poblacién actual

Fig. 1
PSEUDOCODIGO DEL AG

con un menor valor AIC. El modelo obtenido es:
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El tiempo de ejecucién de este proceso exhaustivo de
bisqueda es tipicamente superior a las 48 horas en
un PC de sobremesa actual.

El AG descrito en la seccién anterior se ha utiliza-
do para obtener un modelo de rendimiento de HPL.
Dado que el AG no garantiza, en ningtin caso, ob-
tener la solucién éptima, se han realizado diferentes
ejecuciones bajo diferentes configuraciones (u, v, @) y
se han analizado conjuntamente los resultados obte-
nidos. En primer lugar, se han considerado diferentes
condiciones de terminacién (¢=10, 20 y 30). Para ca-
da condicién de terminacién se ha ejecutado el AG
para una poblaciéon =16, 32, 64 y 128 individuos, y
para cada tamano de poblacién se han considerado
v=1, 2 y 4 mutaciones.

Las figuras y [ representan la evolucién del
mejor individuo (el modelo con un menor valor AIC)
durante la ejecucién del AG para las diferentes con-
diciones de terminacién, donde AICAPS representa el
valor éptimo AIC para este conjunto de modelos can-
didato.

La tabla [ muestra, para cada condicién de
terminacién (¢), el tiempo de ejecucién total
(Ttot) y €l nimero de iteraciones (ciclos selec-
cién/reproduccién) de las 12 configuraciones (pu, V)

TABLA I
CARACTERISTICAS DE LA EJECUCION DEL AG PARA
DIFERENTES CONDICIONES DE TERMINACION

¢ Tior (min)  # iteraciones AIC
10 8,9 314 14245 + 2
20 12,7 485 14243,7+ 0,7
30 20,6 751 14243,3 4 0,4

del AG. Los valores temporales han sido medidos en
el mismo sistema en el que se ha realizado la buisque-
da exhaustiva. El diferente coste temporal estd di-
rectamente asociado al nimero de iteraciones que es
necesario ejecutar para alcanzar la condicién de ter-
minacién. En la tltima columna se muestra el valor
medio AIC (AIC) obtenido con cada condicién de
terminacién.

A partir de estos resultados, se observa que, en es-
te caso particular, un valor ¢=30 es suficiente para
que el algoritmo alcance, en la mayoria de los ca-
sos, un comportamiento asintotico hacia el resulta-
do éptimo. Esta condicién de terminacién es la més
costosa computacionalmente, ya que es necesario un
mayor numero de iteraciones para alcanzar la condi-
cién de terminacién, pero, en cualquiera de los casos,
la ejecucion de las diferentes configuraciones (u, V)
consume menos del 1% del tiempo empleado por la
busqueda exhaustiva.

La figura [5| muestra, considerando tnicamente la
condicién de terminacién ¢=30, el valor AIC obte-
nido para las diferentes configuraciones (u,v). En
esta gréfica se puede observar que el AG alcanza
en la mitad de las ejecuciones el resultado 6ptimo
(AICAPS=14,242,97).

La figura [6lmuestra un histograma de las aparicio-
nes de cada uno de los 24 términos generados por la
lista LI en los modelos obtenidos por estas ejecucio-
nes del AG. Como se puede observar en esta grafica,
hay 8 términos que siempre estan presentes en las
soluciones propuestas por el AG. En cualquier caso,
los 16 términos con mayor nimero de apariciones se
corresponden con los términos del modelo obtenido
con una buisqueda exhaustiva (estos términos estan
marcados con el stmbolo *7). Esta gréfica proporcio-
na al usuario informacién acerca de los términos con
mayor relevancia en el comportamiento de la aplica-
cién. De este modo, el AG también proporciona un
mecanismo para eliminar aquellos términos cuya in-
fluencia en comportamiento es despreciable, y redu-
cir el tiempo de una biisqueda exhaustiva del mejor
modelo candidato.

VI. CONCLUSIONES

El uso de algoritmos genéticos es una buena apro-
ximacion para reducir el tiempo de obtencién de mo-
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NUMERO DE APARICIONES EN LAS DIFERENTES EJECUCIONES
DEL AG DE LOS TERMINOS CONSIDERADOS EN EL ANALISIS

delos de rendimiento dentro del proceso de mode-
lado del entorno de anélisis TIA. En este trabajo
se ha presentado una implementacién de algoritmo
genético, que ha sido evaluado usando el conocido
benckmark HPL. Los experimentos realizados mues-
tran que, aunque no se garantiza la obtencién del re-
sultado éptimo, este mecanismo de biisqueda es una
alternativa muy 1til desde el punto de vista de la se-
leccion de modelos y requiere un tiempo de ejecucién
mucho menor (del orden del 1 %) que una busqueda
exhaustiva en el conjunto de modelos candidato.
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