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Resumen— La mayoria de los tomégrafos para pe-
queno animal estin basados en geometria cone-beam
con un detector plano que orbita en trayectoria circu-
lar. La reconstruccién en estos sistemas se suele ha-
cer con el método basado en el algoritmo propuesto
por Feldkamp, Davis y Kress (FDK). El aumento de
velocidad en la reconstrucciéon para tomografia de ra-
yos X (TAC) es un requisito para la extensién de su
aplicacién clinica. En este articulo se presenta una
implementacién eficiente de un algoritmo de recons-
truccién modular basado en FDK, que aprovecha las
posibilidades de cé6mputo paralelo y la eficiente inter-
polacién bilineal que ofrecen las unidades de procesa-
miento grafico (GPU). La implementacién propuesta
del algoritmo es evaluada por un micro-TAC de alta
resolucién alcanzando un ratio de aceleracién de x46
frente a una implementacién inicial basada en CPU,
manteniendo en todo momento la calidad de la re-
construccién.

I. INTRODUCCION

Muchos escaneres tomograficos de rayos X para pe-
queno animal estan basados en una geometria cone-
beam con un detector plano orbitando en trayecto-
ria circular [1]. Esta configuracién presenta venta-
jas sobre otras alternativas utilizadas en aplicacio-
nes clinicas y preclinicas: reducciéon del tiempo de
adquisicién, amplio campo de visién axial sin distor-
siones geométricas y optimizacién en la dosis de ra-
diacién. A pesar de la existencia de progresos desta-
cables en los algoritmos de reconstruccién estadisti-
cos, los métodos de aproximacion basados en el al-
goritmo propuesto por Feldkamp, Davis y Kress [2]
siguen siendo extensamente utilizados para realizar
las tareas de reconstruccién 3D debido a su sencilla
implementacién y eficiencia computacional [1]. Este
algoritmo es la extensién de la retroproyecciéon fil-
trada por los factores de correccion de la geometria
cone-beam, que incorporan la longitud de los rayos.

Con la evolucién de la tecnologia, el tiempo de ad-
quisicién de proyecciones ha sido reducido. Por otro
lado, la evolucién de los paneles detectores ha con-
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llevado el incremento de la densidad de elementos
detectores, y por lo tanto, una mayor cantidad de da-
tos a procesar [3]. Junto con el incremento de datos,
existe la necesidad de realizar reconstrucciones en un
menor tiempo para tratar los nuevos usos de la tomo-
grafia computerizada: planificaciéon y monitorizacion
en radioterapia, imagenes de asistencia quirdrgica y
otras modalidades clinicas que requieren el uso de
imégenes en tiempo real [4]. Sin embargo, los recien-
tes avances en los algoritmos atin no han explotado
todo el potencial en implementaciones de alto rendi-
miento, lo que representa una barrera para extender
el uso de esta tecnologia [4].

Una posibilidad para acelerar el proceso de recons-
truccion es usar algoritmos alternativos. Estos algo-
ritmos podrian ser clasificados en tres grupos. El pri-
mero de ellos estd basado en transformar los datos
de las proyecciones del dominio de Fourier a una red
cartesiana para ser capaz de usar FFT directamen-
te. El segundo grupo esta basado en acelerar la eta-
pa de retroproyeccion mediante un proceso recursivo
de sumas parciales, tratando todas las proyecciones
de manera simultdnea. Finalmente, el tercer grupo
estd basado en dividir la imagen en partes mas pe-
quenas (en el espacio o el dominio de Fourier). Los
algoritmos de este ultimo grupo alcanzan una ace-
leracién de 40 veces en la etapa de reconstruccion,
aunque la calidad de la imagen se ve degradada y
existe falta de generalidad debido a su dependencia
con las propiedades de la imagen.

Otra estrategia es la aceleracion del algoritmo
FDK utilizando técnicas de computacion y arqui-
tecturas paralelas. Existen multiples enfoques, al-
gunos de los cuales son rigidos y costosos como el
uso de de ASIC (Application-Specific Integrated Cir-
cuit) o dispositivos FPGA (Field Programmable Ga-
te Array). Actualmente, una de las alternativas més
utilizada consiste en explotar el paralelismo inheren-
te a las unidades de procesamiento gréafico de proposi-



to general (GPGPU).

Este articulo presenta una implementacién modu-
lar, hibrida y optimizada para arquitecturas multi-
core/multi-GPU del algoritmo FDK basado en una
implementacién en C de Mangoose [5].

En este trabajo presentamos una optimizacién de
esta aplicaccion, a la que llamaremos Mangoose+—+.
La implementacién toma ventaja de las capacida-
des de computacién paralela y la eficiente interpola-
cién bilineal, proporcionada por las GPU, para ace-
lerar las dos fases principales de la implementacién
algoritmica. Ademads, la implementacién propuesta,
gracias a su diseno modular y parametrizable, per-
mite adaptarse a distintas configuraciones y disposi-
tivos.

El resto de este articulo tiene la siguiente estruc-
tura. En la Seccién II presentamos la implementa-
cién inicial (carente de una implemtacién modular)
de Mangoose. La Seccién III aborda la dificultad
de aplicar técnicas de paralelizacién en arquitectu-
ras hibridas basadas en multi-GPU y multi-core. En
la Seccién IV presentamos el diseno modular y pa-
rametrizable de Mangoose++. Los resultados de la
evaluacién realizada se presenta en la Seccién V. Fi-
nalmente en la Secciéon VI presentamos otras solu-
ciones relacionadas con el trabajo propuesto en este
articulo.

II. MANGOOSE

Mangoose es una estrategia propuesta para una re-
construccion multi-cama basada en FDK, con un ker-
nel programado en lenguaje C y una interfaz grafica
de usuario implementada en IDL, que incluye médu-
los para los procesos de calibracién y diferentes al-
goritmos de correccidn [5]. Estos médulos de recons-
truccion estdn incluidos en la arquitectura software
TAC. El sistema permite obtener resultados como los
que se muestran en la Figura 1. En el nivel més alto
la aplicacion principal del TAC, programada en IDL,
incluye la interfaz de usuario y controla los médu-
los de adquisicion, calibracién y reconstruccién. La
adquisicién de datos es realizada por un procesador
basado en Linux que controla el hardware del siste-
ma TAC. La adquisicién de datos es lanzada por la
aplicaciéon principal del TAC despies de que el usua-
rio seleccione los parametros de adquisicién, como la
energia de los rayos X o el flujo, la posicion del caso
de estudio o el tamano de punto de la proyeccién.

El proceso de reconstruccion 3D se realiza a través
de Mangoose. Mangoose puede ser vista como una
aplicaciéon compuesta de seis etapas: lectura (R), re-
parto de las proyecciones 2D entre las unidades de
procesamiento paralelas (S), filtrado de las proyec-
ciones 2D (F), retroproyeccién de volimenes parcia-
les 3D (B), unién de volimenes parciales en un vo-
lumen final (G) y escritura (W). Las fases F y B
son altamente paralelizables debido a la falta de de-

Fig. 1. Dos rodajas (vistas sagital y axial) que corresponden
a un experimento con ratones.

pendencias y el alto nimero de operaciones paralelas
con los datos. Aunque el reto principal es en mayor
medida el explotar el maximo paralelismo disponible
tanto en niveles de GPU como CPU. Nuestro enfoque
estd basado en una descomposicién jerarquica, una
planificacién dindmica y el solape en la computacion
con la comunicacién.

I1I. PARALELIZACION EN SISTEMAS HiBRIDOS
MULTI-GPU

Uno de los principales desafios a la hora de utilizar
multiples dispositivos GPU heterogéneos es usar de
manera eficiente los diversos tipos de paralelismo dis-
ponibles. Estos tipos incluyen el paralelismo interno
en GPU, solapando las transferencias CPU-GPU con
computacién de GPU y CPU, y paralelismo externo
entre los diferentes tipos de GPU.

Primero, el paralelismo interno de GPU incluye
paralelismo a nivel de hilo, a nivel de instrucciéon y
a nivel de memoria. Optimizar uno de los tipos de
paralelismo no optimiza necesariamente todo el ren-
dimiento del programa. Por ejemplo, el medidor de
ocupacion refleja solo el grado en el nivel de parale-
lismo de hilo, pero no el de memoria o de instruccion.
Incrementar el nivel de ocupaciéon no mejora el ren-
dimiento global si los otros niveles de paralelismo son
afectados negativamente.

Usar de manera eficiente una GPU es un reto de-
bido al hecho de que el modelo de programacién de
CUDA [6] requiere que el desarrollador tenga en con-
sideracion las caracteristicas del hardware con el fin
de mejorar tanto los niveles de paralelismo como la
localidad en memoria. Para optimizar el paralelismo
a nivel de hilo, el desarrollador tiene que elegir cui-
dadosamente parametros como el nimero de hilos o
el tamano de bloque de hilos. Para mejorar el para-
lelismo a nivel de instruccién se necesita utilizar un
numero lo suficientemente grande, aunque limitado,
de warps. Para alcanzar un alto grado de paralelis-
mo a nivel de memoria, los accesos a memoria tanto
inter-warp como intra-warp deben estar considera-
dos. Ademsds, cuando se estd mejorando la localidad
en memoria, el desarrollador tiene que tener en cuen-
ta las restricciones en el niimero de registros, memo-



ria compartida y constante que utilizard cada bloque
de hilos.

Segundo, solapar transferencias CPU-GPU con
céomputo CPU y GPU requiere centrarse tanto en las
estructuras dindmicas de cémputo de CPU y GPU
como en el uso eficiente de los mecanismos de trans-
ferencia asincrona ofrecidos por las actuales GPU.

Tercero, respecto al paralelismo externo, un sis-
tema compuesto de varias GPUs heterogéneas re-
quiere fraccionar el problema y utilizar una plani-
ficacién dindmica para maximizar la utilizacién de
todas las GPUs y minimizar el tiempo de inactivi-
dad de cada dispositivo. En una configuracién tipica
de un nodo muli-GPU, varias GPUs comparten el
bus PCl-e, siendo las transferencias un factor critico
para muchas de las aplicaciones actuales. Una utili-
zacion eficiente de esta arquitectura requiere plani-
ficar las transferencias CPU-GPU e inter-GPU para
lograr dos objetivos: a) reducir la contencién del bus
PCl-e, b) incrementar en la media de lo posible el
solape entre comunicacién y computacién.

Alcanzar la méxima eficiencia posible utilizando
todos estos tipos de paralelismo resulta complicado
por la dificultad de alcanzar el balance de carga y la
alta utilizacién de recursos.

Finalmente, uno de los principales retos viene del
hecho de que la mayoria de las optimizaciones en
GPU no son aditivas, es decir, hay efectos no linea-
les que complican la inferencia de las mejores combi-
naciones de optimizaciones para ser utilizadas en la
aplicacién.

IV. DISENO E IMPLEMENTACION

En esta seccién presentamos una vista general de
Mangoose y del diseno y la implementacién de la ver-
sién mejorada Mangoose++-. El objetivo principal es
mejorar la flexibilidad en la configuracién de realiza-
cién y escalabilidad de la aplicacion, mientras que la
aplicacién alcance un alto grado de utilizacién de los
recursos hardware disponibles.

A. Vista general del diserio modular

El objetivo principal en la elaboracién del diseno
consiste en lograr una arquitectura modular parame-
trizada que permita un uso éptimo del espacio de op-
timizaciones. Esto es debido a que existen gran canti-
dad de parametros configurables, los cuales influyen
enormemente en el rendimiento de la aplicacién. Ex-
plorar el espacio de optimizaciones es un requisito
fundamental para adaptar la aplicaciéon para los ac-
tuales y futuros dispositivos hardware y aceleradores.

La arquitectura de Mangoose consiste principal-
mente en cuatro fases: lectura (R), filtrado (F), retro-
proyeccién (B) y escritura (W). La Figura 2 muestra
la implementacion de Mangoose++ junto con el flujo
de datos a través de los diferentes canales de memo-
ria. Estas fases pueden ser parcialmente solapadas

(paralelismo funcional) debido a la alta simultanei-
dad disponible en cada una de las fases.

El desafio principal consiste en desplegar la aplica-
cién de una manera eficiente sobre una arquitectura,
proporcionando a su vez un alto nivel de paralelismo.
En la siguiente subseccién debatiremos la estrategia
de paralelizacién empleada.

B. FEstrategia de paralelizacion

Una de las metodologias de paralelizacién més po-
pulares consiste en seguir cuatro etapas: descompo-
sicién, asignacion, orquestacién y mapeo.

Mientras que esta metodologia puede ser aplica-
da directamente para un problema funcional dado,
Mangoose requiere un enfoque mas complejo motiva-
do por cuatro razones. Primero, Mangoose consiste
en cuatro médulos funcionales principales, que pue-
den requerir diferentes granularidades en la paraleli-
zacion. Segundo, el desarrollo de dependencias entre
modulos muestra efectos no lineales como mostramos
en la Seccion V. Tercero, el objetivo principal es ma-
pear la aplicacion sobre una arquitectura hibrida con
una compleja jerarquia de memoria. Cuarto, hay un
numero de optimizaciones que pueden ser aplicadas
en la interfaz entre distintas unidades funcionales.

La implementacién eleva el grado de paralelismo
tanto a nivel de aplicacién como a nivel de hard-
ware. La fase de lectura toma proyecciones en 2D
de un fichero en memoria principal. En nuestra im-
plementacién, la granularidad de la fase de lectura
puede variar desde una proyeccién 2D hasta el to-
tal del nimero de proyecciones. La fase de lectura
del fichero estd implementada utilizando operacio-
nes asincronas (ato_read), solapando la lectura con
la fase de filtrado. La cantidad maxima de datos que
pueden ser leidos de una vez viene limitada por el
tamano de ventana de la lectura adelantada, siendo
éste un parametro configurable. Dos de las cuestio-
nes en el proceso de optimizacion son ciiando es pre-
ferible utilizar operaciones sincronas o asincronas y
como elegir el valor éptimo para la granularidad y
el tamano de ventana en la fase de lectura. Como se
verd mas adelante, esta decision no es trivial debido
a los efectos no lineales que tienen las optimizaciones
en las distintas fases de la aplicacion.

En la fase de reparto (S) se transfieren los datos
desde memoria principal a la memoria de los disposi-
tivos. La transferencia puede ser solapada con la eje-
cucion del kernel utilizando memoria no paginable.
Es un enfoque recomendado por Nvidia para mejorar
la transferencia entre el host y los dispositivos. Nues-
tra implementacion proporciona como una opcion la
posibilidad de usar memoria no paginada en la fase
S.

La fase de filtrado (F) procesa de manera iterativa
cada una de las de proyecciones 2D. La computacion
se descompone en bloques de proyecciones, que son
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Fig. 2. Diseno de una implementaciéon multi-GPU de Mangoose++. En la parte izquierda de la figura se muestran las fases
descompuestas de Mangoose++. Cada GPU es vinculada a un hilo especfico de OpenMP, encargado de dirigir los contextos
GPU. En la parte derecha se muestran las transferencias de memoria entre el host y los dispositivos GPU.

procesadas en un bucle, cuyas iteraciones son planifi-
cadas con OpenMP. El tipo de planificacién (estatica
o dindmica) y la granularidad en la descomposicién
(que puede variar entre una proyeccién o el maximo
numero de proyecciones disponibles), son pardmetros
configurables. Cada iteracién consiste en cuatro pa-
sos sucesivos implementados como kernels de CUDA:
1) FFT directas basadas en CUFFT (biblioteca de
las Transformadas Rapidas de Fourier provista por
Nvidia [7]), 2) filtrado, 3) FFT inversa basada en
CUFFT y 4) célculo de pesado.

El resultado producido por la fase de filtrado es
utilizado como entrada para la fase de retroproyec-
cién (B). La entrada de la fase B es llevada a cabo
en memoria GPU, es decir, no implica transferencia
alguna entre el host y los dispositivos. En la misma
tendencia que en la fase F, la fase B es descompues-
ta en bloques de proyecciones, que son procesados en
bucles y cuyas iteraciones son planificadas estética-
mente o dindmicamente por OpenMP. Cada iteracion
consiste en dos pasos sucesivos: la interpolacién y la
propia retroproyeccién. La interpolacion estd basa-
da en un kernel de CUDA aprovechando el hardware
de texturas de la GPU para mejorar el rendimiento.
Las proyecciones 2D son interpoladas rapidamente,
pasandolas en arrays de CUDA vinculados a unida-
des de textura. La propia retroproyeccién es un ker-
nel de CUDA, que junta las proyecciones 2D interpo-
ladas en el cdlculo de un volumen parcial. Opcional-
mente, se optimiza la localidad temporal en los pa-
trones de acceso calculando los volimenes parciales
en submatrices de tamano configurable almacenadas
en memoria compartida en GPU.

La fase de unién (G), transfiere los volimenes par-
ciales de la memoria del dispositivo a la memoria del
host. Como en la fase S, la transferencia puede ser

solapada con la ejecucion del kernel utilizando memo-
ria no paginada. Ademds la implementacién permite
asociar la memoria no paginada del host en memo-
ria del dispositivo, eliminando la necesidad de imple-
mentar una operacién explicita de copia de memoria.

Finalmente, en la fase de escritura (W) se almace-
nan los valores resultantes en un fichero. La fase de
escritura en fichero esta implementada usando ope-
raciones asincronas (aio_write).

La Tabla 1 resume las optimizaciones aportadas en
este trabajo. La primera columna muestra si la opti-
mizacién fue aplicada en un escenario con una o con
multiples GPU. La segunda columna anade una des-
cripcién de cada optimizacion. Las fases optimizadas
de la aplicacién son mostradas en la tercera columna,
el nombre de la optimizacién viene dado por la cuar-
ta columna. La quinta columna muestra los posibles
valores para cada una de las optimizaciones.

V. EVALUACION

En esta seccién presentaremos la evaluacion rea-
lizada sobre Mangoose++, la versiéon optimizada de
Mangoose. Los datos capturados han sido adquiri-
do con un subsistema TAC de un equipo ARGUS
PET/CT, basado en la geometria cone-beam con
una trayectoria circular. A fin de proporcionar tiem-
pos estandarizados, se ha utilizado un estudio de al-
ta resolucién (tamano de punto de 0.05 mm), con
360 proyecciones de 2048x2048 puntos con el obje-
tivo de evaluar el efecto en el rendimiento al ma-
nejar grandes volimenes, y otro estudio compuesto
por 360 proyecciones de 512x512 puntos (tamano de
punto de 0.2 mm) para volimenes mas pequenos.
Todos los volimenes reconstruidos tienen una resolu-
cién de 512x512x512 puntos, resultando en un fichero
de 268 MBytes. El sistema usado para la evaluacion



Notacién Descripcién Fases Ntumero de GPUs  Variables
O E/S asincrona Lectura (R), Escritura  Multi-GPU WR,9R
(W)
O3 Memoria fija vs paginada Reparto (S), Unién (G) Multi-GPU activado / desactivado
O3 Memoria compartida GPU Retroproyeccién (B) 1 GPU tamano
Oy Write-combined Reparto (S), Unién (G) 1 GPU activado / desactivado
Os Tamano de bloque Filtrado (F), Retropro- 1 GPU bloquep, bloquep
yeccién (B)
Og Desenrollado de bucle Retroproyeccién (B) Una GPU activado / desactivado
O7 Transf. de memoria Zero-copy  Unién (G) Multi-GPU activado / desactivado
Osg Planificador OpenMP Filtrado (F), Retropro- Multi-GPU granor, granop
yeccién (B)
TABLA 1

TABLA DE OPTIMIZACIONES DE MANGOOSE++-.
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Fig. 3. Desglose de tiempos de Mangoose++ desde 1 hasta 4
GPUs con tamanos de proyeccién de 512 y 2048 puntos.

estd equipado con dos Intel Xeon E5640 (procesado-
res quad-core a 2,67 GHz), 64 GBytes de RAM, dos
GPUs NVIDIA Tesla C2050 y dos GPUs ASUS GTX
470.

La Figura 3 compara los tiempos obtenidos para
las fases de filtrado y retroproyeccién junto con el
tiempo total de procesamiento de la aplicacién. Los
resultados sugieren que para volimenes pequenos el
mejor resultado es alcanzado con 2 GPUs. Esto se de-
be principalmente a coste adicional de trasferencia de
datos entre los dispositivos y la CPU. Sin embargo,
aumentar el grado de paralelismo para volumenes de
gran tamano reduce significativamente el tiempo de
ejecucion.

La Figura 4 muestra los resultados de cuatro ta-
manos distintos de proyeccion sobre tres dispositivos
GPU distintos. Como se muestra en la figura, la elec-
cién del dispositivo es un factor clave en la reduccion
de tiempos de cémputo.

Finalmente, la Figura 5 muestra los tiempos obte-
nidos para Mangoose++ de acuerdo a las optimiza-
ciones que han sido aplicadas, mostrando la mejoria
desde su etapa inicial (Baseline) al resultado final
mediante la utilizacién de todas las optimizaciones
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Fig. 4. Tiempos de ejecucién para diferentes modelos de GPU

de NVIDIA y cuatro tamafos de proyeccién con una cama
(1B) y dos camas (2B).

(Full). Como se muestra en la figura, no existe linea-
lidad a la hora de aplicar distintas optimizaciones
sobre el cédigo.

VI. TRABAJOS RELACIONADOS

Xu y Mueller [4] abordan la aceleracién de la retro-
proyeccién en la GPU, utilizando tanto las compo-
nentes graficas aceleradas (AG-GPU), como la con-
figuracién de multiprocesador (MP-GPU). Zhao et
al. emplean esquemas eficientes para manejar con-
juntos de datos demasiado grandes para la memoria
de la GPU y aprovechan las simetrias de rotacion
usando los cuatro canales de color de la textura [3].
Schiewietz et al. incluyen correccién de los artefac-
tos de anillo y cupping [8]. Riabkov et al. comparan
dos implementaciones disintas de retroproyeccién [9].
Knaup et al. dividen el volumen total en partes que
caben en la memoria compartida para evitar tiempos
de latencia largos al acceder a memoria global y op-
timizar el uso de la caché de texturas (cada parte ne-
cesita un trozo de proyeccién més pequeiio [10]. Noél
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Fig. 5. Tiempos de desglosados de ejecuciéon para distintas
optimizaciones sobre un estudio de proyecciones de alta
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et al. aprovechan la disponibilidad de memoria com-
partida, cargando todas las imagenes proyectadas en
la memoria de la GPU y computando la intensidad
de cada véxel por retroproyeccién en paralelo [11].
Okitsu et al. se centran en la reduccién del tiempo
de acceso a la memoria externa del dispositivo y en
la ocultacién de la latencia de memoria [12]. Yan et
al. aplican una combinacion de estrategias de acelera-
cién para ahorrar tiempo de procesamiento de copias
y reducir el coste computacional en el mapeo entre
rodajas a reconstruir y sus proyecciones [13]. Sherl et
al. se centran en reducir el nimero de instrucciones
y uso de registros [14].

VII. DIiSCUSION Y CONCLUSIONES

En este trabajo hemos presentado una implemen-
tacién modular, eficiente y heterogénea basada en el
algoritmo FDK para TAC de geometria cone-beam.
La implementaciéon toma ventaja de las arquitectu-
ras heterogéneas basadas en multi-core y multi-GPU.
La principal desventaja de tener diferentes modulos
especificos para filtrado y retroproyeccién es la difi-
cultad de explotar las sinergias existentes entre las
distintas fases, ocasionando un incremento significa-
tivo en la transferencia de datos entre CPU y GPU.
Sin embargo, el enfoque modular permite una imple-
mentacion eficiente en el reemplazo de algoritmos,
facilitando la adaptabilidad de la solucién propues-
ta a las nuevas arquitecturas y futuros dispositivos.
Explorar todo el abanico de optimizaciones en cada
uno de los médulos es fundamental para alcanzar un
tiempo de ejecucién éptimo.

Aunque una comparacién directa entre las dife-
rentes implementaciones publicadas es dificil debi-
do principalmente a las diferencias en el hardware
empleado, hemos encontrado que la implementacién
propuesta alcanza un ratio de mejora de 4 veces supe-
rior frente a otros trabajos publicados recientemente
5], [15].
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